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            초록
          
        

        
          
            Purpose
            The objective of this study is to develop a predictive model for calculating the amount of cooling load for the different setback temperatures during the setback period. An artificial neural network (ANN) is applied as a predictive model. The predictive model is designed to be employed in the control algorithm, in which the amount of cooling load for the different setback temperature is compared and works as a determinant for finding the most energy-efficient optimal setback temperature.

          

          
            Method
            Three major steps were conducted for proposing the ANN-based predictive model – i) initial model development, ii) model optimization, and iii) performance evaluation.

          

          
            Result
            The proposed model proved its prediction accuracy with the lower coefficient of variation of the root mean square errors (CVRMSEs) of the simulated results (Mi) and the predicted results (Si) under generally accepted levels. In conclusion, the ANN model presented its applicability to the thermal control algorithm for setting up the most energy-efficient setback temperature.
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      1. 서론
      최근 현대인의 실내거주시간은 전체 생활 시간의 90%에 이를 정도로 증가하고 있는 추세이다. 따라서, 쾌적한 실내환경의 질(Indoor Environmental Quality, IEQ)을 제공하는 것은 삶의 질(Quality of Life)을 결정짓는 매우 중요한 요소 중의 하나로 인식되고 있다1). 실내환경의 질은 열환경, 빛환경, 공기환경, 소음 진동 등 다양한 건물환경 조건과 관련이 있으며, 특히 핵심 요소 중의 하나인 열환경(Thermal Quality, TQ)은 공기온도, 습도, 평균복사온도, 기류속도 등 물리적 조건들에 의하여 영향을 받는다.

      이러한 물리적 요소의 적절한 제어를 통한 쾌적한 열환경을 제공하는 것은 건물에너지소비, 환경영향, 그리고 경제성 등과 긴밀히 연계되어있다. 물리적 요소의 제어를 위하여 다양한 냉난방 시스템이 적용되고 있으며, 에너지효율적이며 친환경적인 제어전략이 연구되고 있다.5) 특히, 최근 인공지능(Artificial Intelligence, AI) 이론을 접목한 열환경 제어에 관한 관심과 적용이 증가하고 있다.

      인공지능은 주변환경에 대한 인식을 바탕으로 목표의 성공 확률을 최대화하는 지능형대리인(Intelligent Agent)으로 정의할 수 있다. 인공신경망(Artificial Neural Network, ANN)은 인공지능의 이론의 일종으로써 인간의 신경구조와 뇌에서 발생하는 전달, 판단 및 학습의 과정을 공학적 과정으로 구현한 모델이다.6) 인공신경망 모델은 시스템 역학에 대한 복잡한 지식을 요구하지 않으며, 비선형 혹은 불확실한 역학을 내재한 시스템에 성공적으로 적용될 수 있는 특징을 가지고 있다. 특히, 계산된 결과와 실제 결과와의 차이(Errors)를 사용하여 지속적 학습이 가능하기 때문에 적응제어(Adaptive Controls)가 가능하다는 장점이 있다.

      인공신경망에 기반한 열환경제어 방법은 PID (Proportional- Integral-Derivative) 등 기존의 수학적 모델에 의한 제어법보다 우수한 성능을 보이는 것으로 연구되고 있다.7) 인공신경망 모델이 냉난방 부하8-10) 및 에너지 소비량11-17)을 보다 정확하게 예측하고 있는 것으로 증명되었으며, 실내온도 등 열환경 요소를 보다 쾌적하게 예측 제어할 수 있는 것으로 나타났다.18-20) 더불어, 냉난방에너지 소비량 역시 감소되는 것으로 연구되었다.18-20)

      이러한 예측 및 적응에 기반한 지능형 제어법은 보다 역동적 열환경 및 시스템제어의 가능성을 제시하고 있다. 기존의 연구를 통하여 우수한 열환경조성 및 에너지예측이 가능한 것으로 제안되고 있는 인공신경망 모델을 적용하여 건물 실내공간의 재실 여부에 따른 열환경의 에너지효율적 조성이 가능할 것으로 예상된다. 특히, 호텔 등과 같은 숙박시설의 경우 재실기간과 비재실기간이 일정하게 반복되는 특징을 가지고 있으며, 그에 따른 효율적 제어가 가능할 것으로 사료된다.

      본 연구는 재실 및 비재실기간이 반복되는 건물의 비재실기간 중의 최적 셋백온도를 적용하기 위한 예측모델을 개발하는 것을 목적으로 한다. 최적 셋백온도는 비재실 기간 중 총부하를 최소화하는 것을 의미하며, 여기서 총부하는 셋백된 상황에 대한 부하와 정상상태로 복귀하기 위하여 필요한 부하의 합이다(그림 1). 특히, 본 연구에서는 냉방에너지소비를 최소화하는 것을 목적으로 다양한 셋백온도에 따른 냉방부하를 예측하는 인공신경망모델을 제안한다. 개발된 예측모델은 추후 제어알고리즘에 내재되어 다양한 셋백온도에 대한 냉방부하 비교를 바탕으로 최적의 셋백온도 결정이 가능하게 할 것으로 사료된다.

      
        
        

        Fig. 1. 
				
        

        
          Composition of the cooling load according to the setback application
        
        

        

      

    

    

  
    
      2. 예측모델 개발
      본 연구의 목적인 비재실기간 셋백온도에 따른 냉방부하 예측 모델 개발을 위한 과정은 크게 세 단계로 구성된다(그림 2). 첫 번째 단계는 초기모델을 개발하는 것이다. 이 과정에서는 초기모델의 입력층, 은닉층, 출력층 및 각 층 뉴런의 구성과 학습방법이 결정된다. 두 번째 단계는 개발된 초기모델을 최적화하는 것으로써, 예측모델이 가장 안정적으로 결과값을 도출할 수  있는 은닉층 수(NHL), 학습률(Learning Rate, LR), 그리고 모멘텀(Momentum, MO)의 값을 결정하게 된다. 세 번째 단계는 최적화된 모델의 성능분석을 실시하여 적용성을 확보하는 것으로써, 예측된 결과를 시뮬레이션된 결과와 비교하여 예측의 정확성 및 안정성이 분석된다.

      
        
        

        Fig. 2. 
				
        

        
          ANN model development process
        
        

        

      

      
        2.1. 초기모델 개발
        개발된 초기모델의 구성이 그림 3에 나타나 있다. 모델은 MATLAB을 사용하여 개발되었으며 각각 하나의 입력층, 은닉층, 출력층으로 구성된다. 입력층은 9개의 뉴런으로 구성되어 있다(TEMPSETBACK, PERIODSETBACK, TEMPOA_nStep, TEMPOA_ AVE,nStep-60~nStep-1, TEMPOA_AVE,nStep-120~nStep-61, TEMPOA_AVE, nStep-180~nStep-121, TEMPOA_AVE,nStep-240~nStep-181, TEMPOA_AVE, nStep-300~nStep-241, TEMPOA_AVE,nStep-360~nStep-301). 각 입력 값의 범위는 표 1에 정리되어 있으며, 입력뉴런에 적용될 경우 식 (1)을 이용하여 0~1사이로 정규화 되어 사용된다. 출력층 뉴런의 수(NHN)는 식(2)에 근거하여 19개로 구성되었다.11,21)

        
          
          

          Fig. 3. 
				
          

          
            Initial model structure
          
          

          

        

        
          Table 1. 
				
          

          
            Normalization of the input variables
          
          

        

        
          
            
              	Input 
              	 Normalized range
            

          
          
            	TEMPSETBACK
            	23~40°C
          

          
            	PERIODSETBACK
            	0~10 hours
          

          
            	TEMPOA_nStep
            	-20~40°C
          

          
            	TEMPOA_AVE,nStep-60~nStep-1,
TEMPOA_AVE,nStep-120~nStep-61,
TEMPOA_AVE,nStep-180~nStep-121,
TEMPOA_AVE,nStep-240~nStep-181,
TEMPOA_AVE,nStep-300~nStep-241,
TEMPOA_AVE,nStep-360~nStep-301
            	-20~40°C
          

        

        

        출력뉴런은 셋백기간 중의 총냉방부하인 LOADSETBACK이다. 총냉방부하는 셋백기간 중의 냉방부하와 정상상태로 돌아오기위한 냉방부하의 합으로 구성된다. 예를 들어 정상기간온도가 23°C, 셋백온도가 30°C로 각각 적용되었을 경우 총냉방부하는 셋백기간중 30°C를 유지하기 위한 냉방부하와 셋백기간 종료 후 정상기간온도인 23°C로 회복하기 위한 냉방부하의 합을 의미한다. 즉, 셋백온도가 높을수록 셋백기간 중의 냉방부하는 감소하는 반면 회복하기 위한 냉방부하는 증가하게 된다.

        전이함수로는 Tanget-Simoid와 Pure-Linear 방식이 은닉층뉴런과 출력층뉴런에 각각 사용되었다. 또한, 모델의 학습을 위하여 Levenberg-Marquardt 알고리즘1,21-23), 0.01 kWh의 goal, 1,000 times epoch, 0.6 LR, 그리고 0.4 MO25)가 적용되었다. 학습을 위하여 196세트의 학습데이터가 식 (3)에 근거하여 사용되었으며11), sliding-window method를 사용하여 데이터세트를 유지하였다. 즉, 지속적 학습과정에서 가장 오래된 데이터 세크는 새로이 획득되는 데이터세트에 의하여 대체된 후  학습을 위하여 사용된다. 더불어 최적화 및 성능분석을 위하여 각각 100 세트의 데이터가 별도로 준비되었다.
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        학습, 최적화 및 성능분석을 위한 데이터를 취득을 위하여 MATLAB (Matrix Laboratory)와 TRNSYS (Transient Systems Simulation) 소프트웨어를 함께 사용하였다. 그림 4는 데이터취득을 위하여 모델링된 테스트모듈을 보여준다. 데이터세트는 6월 1일부터 9월 30일을 대상으로 셋백온도를 23°C에서 40°C 사이에서 변화시키면서 총냉방부하를 도출한 값으로 구성하였다. 

        
          
          

          Fig. 4. 
				
          

          
            Test module
          
          

          

        

        테스트모듈은 대한민국 서울에 위치한 것으로 가정하였으며 9개의 동일한 모듈 중 가운데에 위치하고 있다. 대상지역은 여름철 고온다습한 기후적 특징을 가지고 있으며 6월에서 9월 사이 평균 23.5°C와 72.2%의 상대습도를 가진다. 

        모듈의 크기는 너비 3.6m, 높이 2.7m, 깊이 7.4m이며, 남쪽과 북쪽에 너비 2.0m, 높이 0.9m의 창이 하나씩 설치되어 있다. 건물외피의 열저항은 외벽 2.801, 지붕, 바닥 0.491, 창문 0.353 m2K/W의 값으로 산정하였다. 침기 및 환기는 0.7 ACH의 비율로 이루어지고 있으며, 실내부하는 착석하여 가벼운 일을 수행하는 1인, 1대의 컴퓨터와 프린터, 5 W/m2의 조명발열로 이루어 진 것으로 가정하였다. 적용된 냉방시스템은 8,901 kJ/hr의 냉방능력을 가지는 대류형 시스템이다.

        그림 5는 테스트 모듈 모델링을 위하여 적용된 TRNSYS 요소들의 구성을 보여주며 표 2에는 각 요소들의 기능이 정리되어 있다. 테스트를 위하여 7 가지의 TRNSYS 타입이 사용되었다. 특히, Type155는 TRNSYS와 MATLAB을 연결시켜주는 역할을 하여, TNRSYS에서 개발된 건물 모델과 MATLAB에서 개발된 인공신경망 모델의 연동이 가능하도록 하였다.

        
          
          

          Fig. 5. 
				
          

          
            TRNSYS components
          
          

          

        

        
          Table 2. 
				
          

          
            Functions of the TRNSYS component types
          
          

        

        
          
            
              	Types
              	Roles
            

          
          
            	Type9c
            	Calling a TMY2 weather file
          

          
            	Type16a
            	Calculating the amount of solar radiation on building surfaces
          

          
            	Type69b
            	Calculating the sky temperature
          

          
            	Type33e
            	Calculating the dew-point temperature
          

          
            	Type56a-TRNFlow
            	Calling the building model in the TRNBUILD Calculating the indoor temperature
          

          
            	Type155
            	Calling the algorithm in MATLAB
          

          
            	Type65d-2
            	Producing and displaying the output file
          

        

        

      

      
        2.2. 최적화 및 성능평가
        모델의 예측성능과 안정성을 향상시키기 위하여 최적화 과정이 진행되었다. 최적화 대상은 은닉층 수(NHL), 학습율(LR), 모멘텀(MO)로 선정되었으며, 표 3에 정리된 바와 같이 일련의 대상값에 대한 예측 비교 성능 분석이 실시되었다.

        
          Table 3. 
				
          

          
            Tested parametric values
          
          

        

        
          
            
              	Components to be   optimized
              	Parametric values to be tested
            

          
          
            	NHL
            	1
            	2
            	3
            	4
            	5
            	6
            	7
            	8
            	9
            	10
          

          
            	LR
            	.1
            	.2
            	.3
            	.4
            	.5
            	.6
            	.7
            	.8
            	.9
            	1.0
          

          
            	MO
            	.1
            	.2
            	.3
            	.4
            	.5
            	.6
            	.7
            	.8
            	.9
            	1.0
          

        

        

        하나의 대상에 대한 성능 분석이 진행되는 동안 다른 변수는 일정 값으로 고정되었다. 예를 들어, 일련의 NHL에 대한 평가가 진행되는 동안 LR과 MO는 초기 설정값인 0.6과 0.4로 고정되었다. 평가를 통하여 최적의 NHL 값이 결정되고난 후, LR에 대한 평가가 이루어졌다. 이 경우 NHL과 MO는 각각 최적결정된 NHL값과 초기설정된 MO값으로 고정되었다. 동일한 방법으로 일련의 LR에 대한 예측 평가를 통하여 최적의 LR를 도출하였으며, 최종적으로 최적 MO 선정으로 위한 평가 진행 시에는 NHL과 LR은 앞 단계에서 결정된 최적값으로 고정시킨 후 평가를 진행하였다.

        최적값은 예측된 냉방부하(Si)와 시뮬레이션으로 구해진 냉방부하(Mi)의 CVRMSE(Coefficient of Variation of the Root Mean Square Errors, %)가 가장 적은 경우를 의미하며(식 4), 이를 위해서 앞서 언급한 것과 같이 새로운 100세트의 데이터 세트가 취득되었다.

        마지막으로 최적화된 모델에 대한 최종 성능평가가 실시되었다. 이를 위하여 새로운 100세트의 데이터가 사용되었다. 성능평가를 위하여 Si와 Mi 간의 평균오차, 오차분포, 그리고 CVRMSE(%)가 분석되었다.
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      3. 결과 분석
      모델 최적화의 결과가 표 4-6에 정리되어 있다. 첫 번째 단계인 일련의 은닉층 수(NHL)에 대한 예측정확도 분석결과 Si와 Mi의 CVRMSE는 27.7%~76.0%까지 분포하는 것으로 나타났으며, 최소의 경우는 3개의 NHL인 경우로 나타났다(표 4). 반면, 초기 모델의 경우는 41.41%로써 최적 NHL 적용 시 예측 성능이 현저히 향상되는 것으로 분석되었다. 따라서, 최적의 NHL은 3으로 결정되었으며, 이 후 최적 LR, MO 선정을 위한 테스트 과정에서는 3개의 은닉층을 가진 모델로 평가되었다.

      
        Table 4. 
				
        

        
          Normalization of the input variables
        
        

      

      
        
          
            	
            	NHL
          

          
            	1
            	2
            	3
            	4
            	5
            	6
            	7
            	8
            	9
            	10
          

        
        
          	CVRMSE(%)
          	41.1
          	36.7
          	
            27.7
          
          	30.1
          	49.3
          	47.9
          	70.7
          	75.5
          	58.4
          	76.0
        

      

      

      표 5는 일련의 학습률(LR)에 대한 예측성능 결과가 정리되어 있다. 0.1~1.0 사이의 LR 값을 가지는 모델에 대한 CVRMSE는 27.7%~42.3%로 나타났으며, 최소의 CVRMSE(27.7%)는 모델의 학습률이 기본형인 0.6인 경우로 분석되었다. 따라서, 최적의 모델은 0.6 LR로써 결정되었다.

      
        Table 5. 
				
        

        
          Normalization of the input variables
        
        

      

      
        
          
            	
            	LR
          

          
            	.1
            	.2
            	.3
            	.4
            	.5
            	.6
            	.7
            	.8
            	.9
            	1.0
          

        
        
          	CVRMSE(%)
          	40.8
          	33.2
          	37.8
          	72.0
          	33.3
          	
            27.7
          
          	42.3
          	35.0
          	32.2
          	31.5
        

      

      

      일련의 MO에 대한 성능평가는 표 6에 정리되어 있다. 0.1~1.0 사이의 MO에 대한 CVRMSE는 22.8%~43.9%로 분포되었으며, 최소의 CVRMSE(22.9%)는 MO 값이 0.2인 모델인 경우 분석되었다.

      
        Table 6. 
				
        

        
          Normalization of the input variables
        
        

      

      
        
          
            	
            	MO
          

          
            	.1
            	.2
            	.3
            	.4
            	.5
            	.6
            	.7
            	.8
            	.9
            	1.0
          

        
        
          	CVRMSE(%)
          	34.4
          	
            22.8
          
          	25.2
          	27.7
          	30.7
          	24.9
          	25.3
          	27.7
          	40.1
          	43.9
        

      

      

      위의 세 단계의 성능평가를 바탕으로 최적의 모델은 9 종류의 입력뉴런, 3-NHL, 1 종류의 출력뉴런, 0.6-LR, 그리고 0.2-MO의 구조와 학습방법을 가지도록 결정되었으며, 최종 모델은 그림 6에 나타나 있다.

      
        
        

        Fig. 6. 
				
        

        
          Optimized model
        
        

        

      

      그림 7에는 셋백기간 중의 제거된 부하에 대한 예측 및 시뮬레이션결과와 차이가 정리되어 있다. 총 100일의 결과가 비교되어있으며, 예측결과와 시뮬레이션결과는 각각 0.00~5.05 kWh와 0.03~4.06 kW에 분포하고 있다. 특히, 표 7에는 Mi와 Si의 차이 분포가 정리되어 있다. 최적화된 모델의 예측 성능평가 결과(Si)는 시뮬레이션 결과(Mi)와 하루 평균 0.58 kWh의 차이를 보이는 것으로 분석되으며, 그 범위는 최소 0.01에서 2.47 kWh였다. 100개의 테스트 세트에 대하여 중 54 세트가 –0.5~0.5 kWh의 차이를 보이고 있고, 94 세트가 -1.5~1.5 kWh에 분포하고 있다. 즉, 대부분의 경우 차이가 크지 않은 것으로 사료된다.

      또한, 21.3%의 CVRMSE 결과를 나타내었으며, 이는  ASHRAE (American Society of Heating, Refrigeration and Air Conditioning) Guideline 14에서 제시한 기준인 CVRMSE 30% 보다 적은 값으로써 그 정확성이 확보되었다.25)

      
        
        

        Fig. 7. 
				
        

        
          Profile of the Predicted and Simulated Results
        
        

        

      

      표 7에는 Mi와 Si의 차이 분포가 정리되어 있다. 최적화된 모델의 예측 성능평가 결과(Si)는 시뮬레이션 결과(Mi)와 하루 평균 0.58 kWh의 차이를 보이는 것으로 분석되으며, 그 범위는 최소 0.01에서 2.47 kWh였다. 100개의 테스트 세트에 대하여 중 54 세트가 –0.5~0.5 kWh의 차이를 보이고 있고, 94 세트가 -1.5~1.5 kWh에 분포하고 있다. 즉, 대부분의 경우 차이가 크지 않은 것으로 사료된다.

      
        Table 7. 
				
        

        
          Error distribution
        
        

      

      
        
          
            	
            	Mi - Si
          

          
            	<=-1.5
            	<=-0.5
            	<=0.5
            	<=1.5
            	<=2.5
          

        
        
          	Number of Cases
          	4
          	9
          	54
          	30
          	3
        

      

      

      또한, 21.3%의 CVRMSE 결과를 나타내었으며, 이는  ASHRAE (American Society of Heating, Refrigeration and Air Conditioning) Guideline 14에서 제시한 기준인 CVRMSE 30% 보다 적은 값으로써 그 정확성이 확보되었다.25)

    

    

  
    
      4. 결론
      본 논문은 비재실기간에 적용되는 셋백온도에 따른 냉방부하예측을 위한 인공신경망기반 모델을 개발하는 것을 목적으로 하였다. 개발의 과정은 초기모델개발, 모델 최적화, 그리고 성능평가로 구성되었으며, 이를 위하여 시뮬레이션 데이터과의 비교를 실시하였다. 각 단계의 결과는 다음과 같이 정리된다.

      
        	(1) 초기 모델은 9개의 입력뉴런(TEMPSETBACK, PERIOD SETBACK, TEMPOA_nStep, TEMPOA_AVE,nStep-60~nStep-1, TEMPOA_AVE,nStep-120~nStep-61, TEMPOA_AVE,nStep-180~nStep-121, TEMPOA_AVE,nStep-240~nStep-181, TEMPOA_AVE,nStep-300~nStep-241, TEMPOA_AVE,nStep-360~nStep-301)으로 구성된 입력층, 19개의 뉴런으로 구성된 한 층의 은닉층, 그리고 1개의 뉴런(LOADSETBACK)으로 구성된 출력층으로 개발되었으며, 전이함수써 Tanget-Simoid와 Pure-Linear 방식이 은닉층뉴런과 출력층뉴런에 각각 사용되었다. 또한, 학습을 위하여 Levenberg-Marquardt 알고리즘, 0.01 kWh의 goal, 1,000 times epoch, 0.6 LR, 그리고 0.4 MO가 적용되었다.


        	(2) 이러한 초기 모델은 예측결과(Si)와 시뮬레이션결과(Mi)의 최소화를 위한 최적화의 과정을 통하여 세개의 은닉층수와 0.6-LR, 0.2-MO의 학습방법을 가지도록 결정되었다.


        	(3) 최적화된 모델은 성능평가를 통하여 그 적용성을 테스트하였으며, 그 결과 대부분의 경우에 대하여 Si와 Mi의 차이가 –1.5에서 1.5 kWh 사이로 분석되었으며, CVRMSE 값이 21.3%로써 일반적으로 적용가능한 기준인 30.0%보다 적은 것으로 분석되어 가능성이 확보되었다.


      

      본 연구에서 진행된 세 단계의 진행 결과 개발된 모델은 그 정확성 및 안정성을 확보한 것으로 사료된다. 따라서, 개발된 모델은 추후 제어알고리즘에 적용되어 최적 셋백온도의 결정과 건물 에너지 성능 향상을 가능하게 할 것으로 기대되며, 이를 위하여 추후 연구에서는 모델이 내재된 최적제어 알고리즘의 개발과 실제 성능평가가 이루어져할 할 것으로 판단된다.

    

    

  
    
      Nomenclature
      
        
          	
          	
        

        
          	
            ANN : 
          
          	
            artificial neural network
          
        

        
          	
            TEMPSETBACK : 
          
          	
            setback temperature, °C
          
        

        
          	
            PERIODSETBACK : 
          
          	
            setback period during the daytime, minutes
          
        

        
          	
            TEMPOA_nStep : 
          
          	
            outdoor air temperature in the current control cycle, °C
          
        

        
          	
            TEMPOA_AVE,nStep-60~nStep-1 : 
          
          	
            average outdoor air temperature from nStep-60 to nStep-1, °C
          
        

        
          	
            TEMPOA_AVE,nStep-120~nStep-61 : 
          
          	
            average outdoor air temperature from nStep-120 to nStep-61, °C
          
        

        
          	
            TEMPOA_AVE,nStep-360~nStep-301 : 
          
          	
            average outdoor air temperature from nStep-360 to nStep-301, °C
          
        

        
          	
            LOADSETBACK : 
          
          	
            predicted amount of cooling load during the setback period, kWh
          
        

        
          	
            NIN : 
          
          	
            number of neurons in the input layer
          
        

        
          	
            NHN : 
          
          	
            number of neurons in the hidden layer
          
        

        
          	
            NON : 
          
          	
            number of neurons in the output layer
          
        

        
          	
            NHL : 
          
          	
            number of hidden layer
          
        

        
          	
            LR : 
          
          	
            learning rate
          
        

        
          	
            MO : 
          
          	
            moment
          
        

        
          	
            VALNOR : 
          
          	
            normalized value 
          
        

        
          	
            VALACT : 
          
          	
            actual value of each input variable
          
        

        
          	
            VALMIN : 
          
          	
            minimal value of each input variable
          
        

        
          	
            VALMAX : 
          
          	
            maximal value of each input variable
          
        

        
          	
            ND : 
          
          	
            number of datasets
          
        

        
          	
            Si : 
          
          	
            value predicted by the ANN model
          
        

        
          	
            Mi : 
          
          	
            numerically simulated value
          
        

        
          	
            Mavr : 
          
          	
            average of Mi
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