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            Abstract
          
        

        
          
            Purpose:
            Prediction of building energy consumption is an important indicator of effective energy use and savings. Accordingly, studies are actively carried out to find energy use patterns in buildings or to predict energy consumption, especially machine learning technique have been successfully applied in analyzing building energy consumption data. In this paper, we propose a clustering method based on the dynamic time warping(DTW) algorithm, and applied to Artificial neural network(ANN) prediction model to improve the prediction accuracy of gas energy consumption in buildings.

          

          
            Method:
            To establish cluster-based ANN prediction model, monthly gas energy consumption data of buildings provided by the Korean government were collected. Using the collected data, this study analyzed representative patterns of gas energy consumption through DTW clustering method, and built an ANN prediction model based on these patterns. In addition, the accuracy of the DTW clustering-based ANN predictive model was compared with the general model to confirm whether the accuracy of the predictive model would be improved.

          

          
            Result:
            It was confirmed that cluster-based ANN prediction model showing representative pattern was analyzed about 12.7% more accurate than general model.
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      1. 서론
      
        1.1. 연구의 배경 및 목적
        인구의 증가, 건물 및 기술 분야의 급속한 발전은 에너지소비량을 증가시키고 있다. 따라서 건물의 에너지소비 예측은 효과적인 에너지 사용 및 절약의 중요한 지표가 된다. 뿐만 아니라, 건물 에너지 수요예측은 설비 구축 및 장기적 수급계획, 소비 효율구간 탐색 등 기관 또는 사회적 비용을 최소화 할 수 있는 근거가 될 수 있다[1]. 이에 따라 건물의 에너지 및 부하에 대한 사용 패턴을 찾거나, 에너지소비량 예측에 관한 연구가 활발히 진행되고 있다. 특히 최근에는 빅 데이터(Big data)를 기반한 기계학습(Machine learning) 모델을 활용하여 건물 에너지소비 패턴분석 및 예측 분야에서 인공지능(Artificial Intelligence; AI)을 실현하고 있다.

        여러 기계학습 모델 중에서도 인공신경망(Artificial Neural Network; ANN)은 자료를 구성하는 법칙을 학습하는 데 중점을 두어 시계열 자료의 분석 및 예측에 효과적인 것으로 알려져 있기 때문에, 최근 건물 에너지 분야에서 많이 쓰이고 있다[2].

        인공신경망을 활용한 건물에너지 분야의 연구로, Kang은 인공신경망을 활용하여 VRF(Variable Refrigerant Flow)시스템의 에너지성능 향상을 위해 냉방에너지 사용량을 예측하였으며[3] Park은 냉방에너지소비를 최소화하는 것을 목적으로 다양한 셋백온도에 따른 냉방부하를 예측하는 인공신경망모델을 제안하였다[4]. 또한 Li는 ANN, Hybrid neuro-fuzzy 등을 활용하여 건물에너지소비량을 예측하였고[5], Neto의 연구에서는 ANN의 예측결과와 건물에너지 예측 시뮬레이션 결과를 비교 분석하여 ANN 예측이 시뮬레이션 결과보다 좋은 것을 확인하였다[6].

        인공신경망은 많은 자료를 학습하는 방식으로 데이터를 예측하기 때문에 회귀모델 같은 통계적 모델에 비해 예측 정확도가 뛰어난 것으로 여러 연구에서 확인되었다. 하지만 신경망 예측일지라도 대용량이며 다차원적인 데이터 집합이나 내부적 구조가 매우 복잡한 데이터 집합은 정확도가 감소할 수 있다. 이에 따라 복잡한 차원의 신경망 예측모형을 고도화하기 위한 일환으로, 여러 데이터마이닝 기법을 결합하여 예측의 정확성을 향상시키려는 연구가 시도되고 있다.

        특히 클러스터링(Clustering)분석을 기반으로 인공신경망 예측모형을 구축하면 그렇지 않은 모형보다 더 높은 정확도를 나타내는 것으로 확인되었다[7]. 여기서 클러스터링(Clustering)은 적절한 기준에 대하여 동일한 군집에 속하는 데이터들을 서로 유사한 여러 개의 부분집합으로 할당하여 분류하는 기계학습의 기법으로[8], 건물의 에너지소비패턴을 정의하거나 특성을 파악할 수 있으며 이를 기반으로 구축된 예측모형은 정확도가 향상되는 것으로 확인되었다. 대표적으로, Yang의 연구에서 클러스터링을 기반으로 건물 에너지사용패턴에 따른 서포트벡터(Support vector) 예측모형을 구축하여 기존의 모형보다 향상된 정확성을 확인하였다[9].

        선행연구에서 검증된 바와 같이, 건물의 에너지소비패턴이 다양함에 따라 클러스터 분석을 기초로 한 예측모형의 정확도는 기존의 모형보다 향상될 것으로 사료된다. 그러나 인공신경망을 활용한 건물에너지소비 예측과 관련된 연구 분야에서 클러스터링을 기반으로 예측모형을 구축하고, 정확도를 검증 및 평가한 연구는 부족한 실정이다.

        이에 본 연구에서는 용도, 규모, 위치 등이 다양한 건물의 가스(LNG)에너지소비량 정보를 바탕으로 동적 타임 워핑(Dynamic Time Warping; DTW)기반 계층 클러스터링 분석을 실시하여 건물의 가스에너지소비 패턴을 확인하였다. 클러스터링 분석을 통해 도출된 가스에너지소비 패턴을 기반으로 인공신경망 예측모형을 구축하여 정확도를 평가하였으며, 예측모형의 예측성능을 향상시키고자 하였다. 에너지소비 예측성능의 향상은 건물에너지의 관리측면에서 보다 효율적인 공급 및 수요관리가 가능할 것으로 사료된다.

      

      
        1.2. 연구의 방법 및 범위
        본 연구에서는 건물 가스에너지소비량 예측모형을 구축하기 위해 다양한 규모, 용도, 지역의 건물에 대한 월별 가스사용량을 수집하였다. 동적 타임 워핑(Dynamic Time Warping; DTW)거리 기반 계층 클러스터링 기법을 활용하여 수집된 가스에너지소비량의 패턴을 확인하였으며, 이를 기반으로 인공신경망(Artificial neural network; ANN) 예측을 실시하였다. 또한, 클러스터링 전과 후의 인공신경망 예측 성능을 비교 평가함으로써 기존의 인공신경망 예측모형의 고도화 방안을 제시하였다.

        클러스터링 및 인공신경망의 구현은 공개 데이터분석 소프트웨어인 R을 이용하였다.

      

    

    

  
    
      2. 클러스터링 및 인공신경망의 개념과 이론
      
        2.1. 동적 타임 워핑(Dynamic Time Warping; DTW) 거리 기반 계층 클러스터링
        본 연구에서는 시계열 데이터 형태인 건물 가스에너지소비량의 패턴을 도출하기 위해 동적 타임 워핑(Dynamic Time Warping; DTW)거리 기반의 계층 클러스터링 기법을 사용하였다.

        여기서 동적 타임 워핑(DTW)이란 시간 차원에서 비선형적으로 변화하는 두 데이터의 유사성을 측정하기 위한 알고리즘으로, 시계열 간의 사상(mapping) 상관을 찾아내어 짝을 이루는 관측치 간의 특정한 거리 (Xai, Ybi)를 최소화할 수 있도록 고안된 방법이다[10]. 동적 타임 워핑에서 관측치 간의 거리 정의는 (식1)과 같다.
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        동적 타임 워핑 거리 기반 계층 클러스터링 기법은 위에서 설명한 DTW 거리 정보를 토대로, 단계적으로 계층적인 그룹을 형성하여 많은 수의 데이터를 유사 거리정보에 따라 분류하는 기법이다.

        이 때, 적정 개수의 군집 수를 설정하여 유사한 데이터들이 같은 군집에 구성되게 해야 하며, 군집이 너무 많거나 적으면 데이터의 분류 특징을 정확이 파악할 수 없다. 따라서 본 연구에서는 군집의 개수를 설정하는 방법으로 Kanti Mardia(1979)가 제안한 (식2)를 사용하였다[11]. 여기서, n은 데이터의 개수를 뜻한다.
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        다음 Fig. 1.은 동적 타임 워핑 거리기반 계층 클러스터링에 대한 다이어그램을 나타낸다.

        
          
          

          Fig. 1. 
				
          

          
            Conceptual diagram of dynamic time warping hierarchical clustering 
          
          

          

        

      

      
        2.2. 인공신경망(Artificial neural network; ANN)
        인공신경망(Artificial neural network ; ANN)은 인간의 신경세포 뉴런(neuron)과 뉴런을 연결하는 시냅스(synaps)의 관계를 수학적으로 모델링한 알고리즘이다. 상호 연결된 뉴런은 입력층(input layer), 은닉층(hidden layer), 출력층(output layer)으로 구성되며, 뉴런들 사이는 가중치(weight)의 강도로 상호 연결되어 있다. 신경망 뉴런의 처리과정은 (식3)과 같으며, xi가 뉴런의 입력일 때 wij는 입력층의 i번째 뉴런과 j번째 뉴런 사이의 가중치(weight)로 지식을 축적한다[1]. 축적된 가중치 합은 활성화 함수(Activation function)에 의해 0~1사이 값으로 변환하여 출력하며, 본 연구에서는 (식4)의 시그모이드(sigmoid)함수를 사용하였다. 이러한 인공신경망의 구조 및 개념은 Fig. 2.와 같이 나타낼 수 있다.

        
          
            
              	
                
                  
                    S
                    =
                    
                      
                        ∑
                        
                          i
                          =
                          1
                        
                        
                          N
                        
                      
                      
                        
                          
                            w
                          
                          
                            i
                            j
                          
                        
                        
                          
                            x
                          
                          
                            i
                          
                        
                        +
                        
                          
                            w
                          
                          
                            i
                            o
                          
                        
                      
                    
                  
                
              
              	
                (식3) 
				
              
            

          

        

        
          
            
              	
                
                  
                    
                      
                        y
                      
                      
                        j
                         
                      
                    
                    =
                    
                      
                        f
                      
                      
                        s
                        i
                        g
                        m
                        o
                        i
                        d
                      
                    
                    
                      
                        S
                      
                    
                    =
                    
                      
                        1
                      
                      
                        1
                        +
                        
                          
                            e
                          
                          
                            -
                            S
                          
                        
                      
                    
                  
                
              
              	
                (식4) 
				
              
            

          

        

        
          
          

          Fig. 2. 
				
          

          
            Structure of Artificial neural network
          
          

          

        

        인공신경망은 통계적 수식에 의존하지 않고 주어진 자료를 표현하는 일종의 규칙을 찾아내므로 비선형성을 가진 시계열 자료를 예측하는 데에 유리한 것으로 알려졌다. 이와 같은 특성 때문에 인공지능 분야를 비롯한 문자인식, 화상처리, 자연언어 처리, 음성인식 등 다양한 분야에서 이용되고 있다[12].

      

    

    

  
    
      3. 클러스터링을 이용한 가스에너지소비량 패턴분석
      
        3.1. 가스에너지소비량 패턴분석 개요 
        본 연구에서는 건축물의 가스에너지소비량 패턴을 분석하고 예측모델을 구축하기 위하여, 국토교통부에서 제공하는 건물에너지 정보공개시스템을 통해 권역별 지역의 가스에너지소비량 정보를 지번별로 수집하였다. 또한, 건축물의 용도, 면적, 승인년도 등의 건축물 정보는 건축행정시스템 세움터 사이트를 통해 추가 수집하였다. 이에 따라 수집된 데이터는 총 921개 지번별 가스소비량 및 건축물정보이며 제공되는 자료 형태가 월별 가스소비량 값으로, 본 연구에서는 2012년~2016년의 1월~12월 데이터를 활용하였다.

        한편, 가스에너지소비량의 패턴분석 시 건물 규모에 따른 영향을 배제하여, 에너지소비패턴에 따른 클러스터링의 결과가 명확할 수 있도록 데이터를 정규화 처리하였다. 정규화 처리 방법에는 최소­최대 기법을 이용하였으며, (식5)에 의해 가스에너지소비량 데이터를 0~1 사이 값으로 변환하였다.
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        수집 및 변환된 데이터를 이용하여 동적 타임 워핑 거리 기반 계층 클러스터링 분석을 실시하였으며, 데이터 분류 묶음인 군집의 개수는 (식 2)에 의해 21개로 설정 하였다.

      

      
        3.2. 가스에너지소비량 클러스터링 패턴 분석
        DTW 거리기반의 계층 클러스터 방법론에 의해 가스에너지소비량을 분석한 결과, Fig. 3.과 Table 1.의 결과를 나타내었다.

        
          
          

          Fig. 3. 
				
          

          
            The DTW hierarchical clustering results of building gas energy consumption patterns 
          
          

          

        

        
          Table 1. 
				
          

          
            The DTW hierarchical clustering results of building gas energy consumption patterns       
          
          

        

        
          
            
              	Cluster
              	Cluster size
              	Cluster size ratio (%)
              	Average distance
              	Cluster
              	Cluster size
              	Cluster size ratio (%)
              	Average distance
              	Cluster
              	Cluster size
              	Cluster size ratio (%)
              	Average distance
            

          
          
            	
              1 cluster
            
            	
              689
            
            	
              74.8
            
            	
              1.281
            
            	8 cluster
            	4
            	0.4
            	1.573
            	15 cluster
            	9
            	1.0
            	1.793
          

          
            	2 cluster
            	19
            	2.1
            	1.931
            	9 cluster
            	15
            	1.6
            	1.922
            	16 cluster
            	1
            	0.1
            	0
          

          
            	3 cluster
            	8
            	0.9
            	0.999
            	10 cluster
            	1
            	0.1
            	0
            	17 cluster
            	3
            	0.3
            	1.302
          

          
            	4 cluster
            	5
            	0.5
            	1.641
            	11 cluster
            	4
            	0.4
            	1.640
            	18 cluster
            	2
            	0.2
            	1.415
          

          
            	
              5 cluster
            
            	
              76
            
            	
              8.3
            
            	
              0.775
            
            	12 cluster
            	9
            	1.0
            	1.643
            	19 cluster
            	1
            	0.1
            	0
          

          
            	6 cluster
            	15
            	1.6
            	1.832
            	13 cluster
            	8
            	0.9
            	1.627
            	20 cluster
            	3
            	0.3
            	0.861
          

          
            	
              7 cluster
            
            	
              44
            
            	
              4.8
            
            	
              1.798
            
            	14 cluster
            	3
            	0.3
            	1.353
            	21 cluster
            	2
            	0.2
            	1.171
          

        

        

        Table 1.에서 cluster 1~21은 클러스터링 분석 결과 형성된 각각의 군집을 나타내며, Cluster size는 각 군집에 분류된 건물의 개수를 의미한다. 또한, Average distance는 DTW 거리 계산법에 의한 각 군집의 거리 중심개체(center case)와 나머지 개체(case) 간의 평균 거리를 의미한다. 이 때, Cluster size가 크고 Average distance가 작은 경향성을 보일수록 유사패턴의 데이터가 Grouping 되었다고 할 수 있다. 반면 Cluster size가 작거나 Average distance가 큰 경우 대표 군집에서 탈락한 아웃라이어(Outlier)데이터로 판단할 수 있다.

        클러스터링 분석 결과, 1 cluster에 가장 많은 건물 개체가 분류되었으며 그 다음으로 5 cluster, 7cluster인 것으로 분석되었다. 1 cluster에는 전체 데이터 case 중 74.8%인 689개의 건물 가스에너지 사용패턴이 분류되어, 연간 건물 가스에너지소비의 대표 패턴인 것으로 판단된다. 1 cluster의 가스소비량 패턴은 9월 이후 점차 증가하여 겨울철인 12월~2월은 높고, 여름철인 7~9월은 낮은 것으로 분석되었다. 이와 같은 가스에너지소비 패턴을 보인 것은 겨울철 난방부하로 인한 보일러사용에 따른 가스소비량 증가에 의한 현상인 것으로 사료된다.

        그 다음으로 큰 Cluster size를 보인 군집은 5 cluster와 7 cluster로 나타났으며, 각각 76개(8.3%), 44개(4.8%)의 건물 가스사용패턴이 분류되었다. 5 cluster에는 1~5월의 데이터가 결측되어 6월 이후의 데이터만 있는 case와 1~5월 사이의 가스소비량이 비교적 낮고 6~12월에 높은 case가 분류되었다. 7 cluster은 연중 가스소비량의 변화가 적거나, 여름철인 6~9월의 가스소비량이 겨울철에 비해 높은 case가 분류된 것으로 확인되었다.

        한편, 나머지 Cluster들은 Cluster size가 20개 미만이며, 분류된 case의 비율이 전체 데이터 비율의 약 2.5% 미만인 것으로 확인되었다. 따라서 1 cluster, 5 cluster, 7 cluster를 제외한 나머지 cluster에 해당하는 case는 특이 값이나 이상 값이 분류된 것으로 판단된다.

        따라서 Cluster size가 컸던 3개 군집을 기반으로 인공신경망 예측모형을 구축하여 정확도를 평가하고, 클러스터링을 적용하지 않은 예측모형과의 비교를 통해 예측모형의 성능향상 정도를 확인하였다.

      

    

    

  
    
      4. 클러스터링 기반 인공신경망 예측 및 평가 
      
        4.1. 클러스터링 기반 인공신경망 예측모델 구축
        클러스터링 분석에 기반한 인공신경망 예측모델에 대한 예측성능을 평가하기 위해, 클러스터링 분석을 하지 않은 인공신경망 예측모델과 클러스터링 분석을 통해 도출된 3개 군집의 인공신경망 예측모델을 구축하였다.

        신경망의 학습 정보는 역전파 알고리즘(Backpropagation)에 의해 처리하였으며, 활성화 함수는 시그모이드(sigmoid)함수를 사용하였다. 신경망의 학습률과 학습 정지 기준은 각각 0.1과 0.01로 설정하였다.

        신경망의 입력층은 예측 변수 개수에 따라 7개의 뉴런으로 구성하였으며 0~1사이 값으로 정규화된 변수 값을 입력하였다. 입력된 예측변수는 Table 2.와 같다.

        
          Table 2. 
				
          

          
            Variables and types of gas energy consumption prediction
          
          

        

        
          
            
              	
              	Contents
              	Data type
              	
              	Contents
              	Data type
            

          
          
            	X1
            	month name 
            	Nominal
            	X5
            	gross area
            	Interval
          

          
            	X2
            	building use
            	Nominal
            	X6
            	lot area
            	Interval
          

          
            	X3
            	building location
            	Nominal
            	X7
            	average ambient temperature 
            	Interval
          

          
            	X4
            	building area
            	Interval
            	y
            	gas consumption
            	Interval
          

        

        

        은닉층의 뉴런 개수는 적을 경우 네트워크의 오류 정밀도가 감소할 수 있으며, 많을 경우 네트워크 훈련시간이 불필요하게 길어질 수 있다[13]. 이에 따라 은닉층의 적정 뉴런 개수를 결정해야 하며, 본 연구에서는 Li&Yu(1995)의 연구에서 제시된 뉴런 개수 결정 식(식6)에 의해 3개 뉴런으로 구성하였다. 여기서 Nh은 은닉층의 뉴런 개수이며 n은 입력층에 입력되는 변수의 개수를 의미한다. 출력층은 목표변수인 가스에너지소비 예측 값(y)을 출력하는 1개의 뉴런으로 구성하였다. Fig. 4.는 본 연구에서 구축한 인공신경망 모델의 신경망 구조를 나타낸다.
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          Fig. 4. 
				
          

          
            The model of artificial neural network for gas energy consumption
          
          

          

        

        한편, 예측모델 구축 시 전체 데이터를 Train set과 Test set으로 분리해야 한다. 여기서 Train set은 예측모델을 구축할 때 사용하는 데이터를 뜻하며, Test set은 구축한 예측모델의 성능을 검증하는 데이터를 뜻한다. 본 연구에서는 Holdout method에 의해 전체 데이터의 2/3을 Train set으로, 나머지 1/3을 Test set으로 사용하였다.

        위와 같은 방법론을 기초로, 수집된 모든 데이터를 활용한 기본 예측모델과 클러스터 분석을 기반한 1 cluster 예측모델, 5 cluster 예측모델 7cluster 예측모델을 각각 구축하여 예측결과에 대한 정확도를 비교 검증하였다.

      

      
        4.2. 가스에너지소비량 예측 및 평가
        앞서 구축한 기본 인공신경망 예측모델과 클러스터링을 기초한 세 개의 인공신경망 예측모델의 정확도를 비교 분석하고, 클러스터링 기법 적용에 따른 신경망 예측모델의 정확도 향상 정도를 평가하였다. 정확도는 실제 측정된 가스에너지소비량과 예측된 가스에너지소비량 사이의 상관관계를 확인하여 평가하였으며, 평가지표로 두 값의 회귀 기울기 및 R2, 피어슨 상관계수(Pearson correlation coefficient)를 사용하였다. 여기서 회귀 기울기와 피어슨 상관계수는 두 변수간의 선형적 관계를 판단하는 지표로, 양의 상관성이 클수록 1, 음의 상관성이 클수록 –1, 상관성이 없으면 0에 가까운 계수 값을 가진다. 따라서 회귀 기울기 및 상관계수가 0.7이상일 때 강한 상관성을 나타내어 예측성능이 뛰어나다고 판단할 수 있으며, 0.3이하일 때 낮은 상관성을 보이므로 예측정확도가 낮은 것으로 판단할 수 있다.

        기본 예측모델과 클러스터링을 기초로 한 예측모델의 예측성능은 Table 3.과 Fig. 5.와 같이 분석되었다. Table 3.은 예측 값과 실제 값의 회귀선 기울기 및 R2와 피어슨 상관계수를 나타내며, Fig. 5.는 예측 값과 실제 값 및 회귀 그래프를 나타낸다.

        
          Table 3. 
				
          

          
            Results of gas energy consumption prediction by cluster-based prediction model
          
          

        

        
          
            
              	
              	All data
              	1 cluster
              	5 cluster
              	7 cluster 
            

          
          
            	Regression
            	y = 0.723x + 959
            	y = 0.85x + 645
            	y = 0.257x + 200
            	y = 0.861x + 1261
          

          
            	R2
            	0.739
            	0.895
            	0.170
            	0.663
          

          
            	Pearson coefficient
            	0.860
            	0.946
            	0.412
            	0.814
          

        

        

        
          
          

          Fig. 5. 
				
          

          
            Regression analysis from gas energy consumption prediction and actual value
          
          

          

        

        클러스터링 기법을 적용하지 않은 기본 인공신경망 예측모형의 예측결과, 실제 값과 예측 값의 회귀 기울기는 0.723으로 높은 상관성을 나타냈다. 회귀 모델의 적합도를 나타내는 R2는 0.739로 비교적 높게 분석되어 인공신경망의 예측성능이 좋은 것으로 확인되었다. 또한, 두 값의 상관관계를 나타내는 피어슨 상관계수는 0.860으로 분석되어 예측 값과 실제 값 사이의 상관성이 높은 것으로 나타났다.

        한편, 연간 가스에너지소비량의 대표 패턴을 보인 1 cluster의 데이터를 기반으로 구축한 예측모형의 예측결과, 회귀 기울기와 R2 이 0.85, 0.895로 분석되어 기본 예측모델에 비해 약 12.7% 더 높은 상관성을 나타냈다. 피어슨 상관계수 또한 0.946으로 분석되어 가스 에너지소비량을 매우 상관성 높게 예측하는 것으로 분석되었다.

        7 cluster 기반 예측 결과의 회귀 기울기와 상관계수는 0.861과0.814로 실제 값과 높은 상관성을 가지는 것으로 분석되었다. 하지만, 회귀모형의 타당성을 나타내는 R2는 0.663으로 비교적 낮게 나타났으며, 피어슨 상관계수도 기본 예측모델보다 약 0.046 낮은 것으로 분석되었다. 이는 7 cluster의 군집크기가 전체 데이터 대비 약 4.8%로, 1 cluster나 기본 예측모델에 비해 데이터가 충분하지 못했기 때문으로 판단된다.

        예측 성능이 비교적 뛰어났던 1 cluster, 7 cluster와 달리, 5 cluster의 예측모델의 예측 회귀선 및 R2은 0.257, 0.170으로 분석되었으며, 피어슨 상관계수는 0.412로 모든 지표에서 매우 낮은 상관성을 나타냈다. 인공신경망 예측은 다량의 데이터를 통해 정보학습을 이루어야 하는데, 5 cluster의 군집 크기는 전체 데이터 대비 약 8.3%로 크지 않았으며, 5 cluster에 주로 1~5월의 가스소비량이 결측된 Case가 주로 분류되었기 때문에 1~5월 정보를 적절하게 학습하지 못한 것으로 판단된다. 따라서 신경망 학습 데이터 및 정보의 부족으로 인해 예측 정확도가 매우 낮게 분석된 것으로 사료된다.

      

    

    

  
    
      5. 결론 
      본 연구에서는 건물 가스에너지소비량 예측모형의 정확도 향상을 위하여, 클러스터링 분석 기반의 가스에너지소비량 패턴에 따른 인공신경망 예측모델을 구축하였다. 또한 예측결과에 대한 정확도를 확인하여 클러스터링 적용에 따른 예측성능 변화를 확인하였으며, 주요 결과는 다음과 같이 분석되었다.

      클러스터링 기법 적용에 따른 인공신경망 예측모델의 정확도를 확인한 결과, 군집 크기가 가장 큰 가스에너지사용량 대표 패턴의 예측모델은 클러스터링을 적용하지 않은 신경망 예측모델보다 더 높은 정확도를 나타내는 것으로 확인되었다.

      구체적으로, 가스사용량 대표 패턴으로 분류된 1 cluster를 기반으로 한 예측모델의 회귀 기울기 및 피어슨 상관 계수는 0.85, 0.946으로 분석되어, 실제 값과 매우 높은 상관성을 나타내는 것으로 분석되었다. 또한, 클러스터링을 적용하지 않은 기본 예측모델보다 회귀선 기울기 기준 약 12.7% 높은 상관성을 나타내므로, 클러스터링 기법 적용이 인공신경망 예측모델 정확도 향상에 기여하는 것으로 확인되었다.

      이는, 클러스터링 분석 과정에서 에너지소비 이상 패턴을 분류함으로써 인공신경망 학습에 사용된 데이터 품질이 좋아짐에 따라 정확도 높은 예측모델이 구축된 것으로 판단된다.

      한편, 5 cluster에는 대부분 1~5월 가스소비량 값이 누락된 Case가 분류되었으며, 누락된 데이터에 의한 신경망 학습으로 인해 예측모형의 성능이 감소한 것으로 사료된다. 이에 따라, 높은 정확도를 나타냈던 1 cluster, 7cluster 기반의 예측모델과 달리, 5 cluster 예측모델은 회귀 기울기 및 피어슨 상관 계수가 0.26, 0.412로 매우 낮은 예측성능을 나타내었다.

      따라서 양질의 데이터가 확보된 경우, 시계열에 따른 패턴을 분류하여 예측모델을 구축하면 예측성능을 향상시킬 수 있는 것으로 확인되었다. 다만, 일, 시간과 같은 단기간 시계열에 대한 패턴은 연간 패턴에 비해 시계열 특징이 뚜렷할 것으로 예상됨에 따라 향후 연구에서 단기간 에너지소비패턴에 대한 추가 분석이 필요할 것으로 사료된다.
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